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2 Introduction

En statistiques, il est courant, lorsque l'on travaille sur des données
réelles, de ne faire qu’une observation partielle. Aussi, de nombreuses tech-
niques ont été développées pour traiter avec des données manquantes. On
peut entre autre citer le krigeage [4], qui considére les prédictions linéaires,
les algorithmes type EM [7], SAEM [12| ou imputation [9]... On se propose
d’appliquer ces résultats a des processus indexés par des graphes, et n’inter-
agissant qu’entre sommets voisins. On s’intérresse a ce genre de processus
dans le but de traiter les données venant d’une part des domaines ou il existe
structurellement un graphe explicite sur lequel on observe les variables (en
particulier pour le trafic routier), et d’autre part de phénoménes modéli-
sables par automates cellulaires. Il s’agira donc en premier lieu de définir
un champ ou un processus aléatoire sur un graphe. La difficulté est de bien
choisir une classe décrivant des champs ou processus dont les interactions
n’ont lieu qu’entre voisins.

Un premier modéle "‘jouet"’ peut permettre d’appréhender les outils et
les problémes qui vont se poser.

3 Modélisation par automates cellulaires probabi-
listes

Dans cette partie, on donne deux exemples auquels je me suis interresé,
pour mon M1, puis pour mon M2, de modéles utilisant des automates cel-
lulaires probabilistes. On peut ici préciser que ce ne sera pas le seul cadre
d’étude : on s’interesse en général & un champ aléatoire sur un graphe.

Définition 3.1

Un automate cellulaire probabiliste est la donnée d’un ensemble de cellules S,
sommets d’un graphe G, de leurs étiquettes (es)ses € ES, et d’une famille
de probabilité (ou de densités) de transitions ps (es(t)|(es(t — 1)) ey (5 ot
V (s) désigne l’ensemble des voisins de s. L’évolution se fait donc de maniére
synchrone et indépendante.

Remarque : Il s’agit en fait d’'une chaine de Markov dont la densité de
transition peut s’écrire comme produit de densité de transition de chaque
cellule, qui de plus ne dépend que des voisins de celle-ci. On pourrait tout a
fait généraliser ce genre de considérations & des processus temporels.

3.1 Un modéle de microéconomie : intéractions locales hie-
rarchisées

Lors du mémoire de M1, on s’était intérressé a des systémes d’agents en
interactions locales hierarchisées. Il s’agit d’'un automate cellulaire probabi-
liste dont le nombre d’états est infini, et les transitions sont & densité.
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On rappelle la forme du modéle : on choisit pour ensemble de cellule
I’ensemble Z qui désigne ’ensemble des agents rationnels que nous considé-
rons. Chaque agent a € Z posséde pour étiquette une action z,(t) € R. Les
probabilités de transition sont données par un type aléatoire 8, € © de loi
v et une fonction de décision g, : R2 x © — R. L’action se choisit en posant
2a(t) = g(xa(t — 1), 2q41(t — 1),04(t)) ce qui nous donne une famille de pro-
babilité de transitions p, (z4(t)|z4(t — 1), zq+1(t — 1)). La question que 'on
se posait alors était assez particuliére : on se demandait, si étant donnée une
fonction d'utilité u : R3 x ©, prenant en argument x4 (t), zq(t—1), 441(t) et
0, les problémes d’optimisation de u (avec anticipation, information partielle
et prévention) avaient une solution stationnaire.

3.2 Deux modéles du trafic routier

Modéle de Nagel Schrekenberg

A Tinstant ¢, chaque véhicule i € [1,n] a pour position x;(t) et pour
vitesse entiére v;(t) € [1,Umaz], di(t) = xi—1(t) — x;(t) désigne la distance
séparant le véhicule ¢ de son prédécesseur. Chaque itération de I’algorithme
comprend quatre étapes :

— Acceleration v;(t + 1) «— min(v;(t) + 1, Vimaz)

— Décelération v;(t + 1) < min(d;(t) — 1,v;(t))

— Randomisation vi(t + 1) < max(v;(t) — 1,0) avec proba p

— Mouvement z;(t + 1) — x;(t) + v;(t)

Modéle hybride

L’algorithme agit comme suit : le temps est découpé en tranches de dt,
'espace en tranches de - et les vitesses en tranches de -
On choisit d’abord l’acceleratlon pour chaque Vehlcule 1, précédé par le
véhicule j de la forme "‘follow the leader"’ :
. V(jt—T)=V(it—T
Paclit +1) = o (o x HEERA G
+dv — comax (V (i,t) — Viegal O)f>

La forme de cette accélération vient de modéles physiques appelés "‘Fol-
low the leader"’. Le fait d’introduire un temps de réaction permet ’appari-
tion des phénomeénes d’"accordéon"’ que I'on peut observer dans les embou-
teillages. On a donc ici affaire & des chaines de Markov d’ordre supérieur a
1.

On accélére alors :

X
V(i t+1) = V(i,t) + signe(pace(i, ¢ + 1))~
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ot X est une Bernouilli de paramétre pgec(i,t + 1)

On avance ensuite : Si X (j,t) — X (i,t) > dsécurité alors

Y
X(it4+1)=X(i,t) + —

Ny

V(i,t+1)

nadi simon

ol Y est une Bernouilli de paramétre

X(i,t+1) = X(i,t)

On peut préciser que

— Ces modéles sont bien Markoviens : si on considére un état comme la
donnée de la position et de la vitesse de tous les véhicules.

— Il s’agit méme d’automates cellulaires : chaque voiture constitue une
cellule qui n’a comme seuls voisins la voiture qui la précéde et celle qui
la suit. Les étiquettes sont de la forme (position, vitesse), et I'évolution
se fait bien de maniére synchrone et indépendante. (Ceci ce complique
lorsqu’on autorise les changements de files).

— On peut s’interresser & l'irréductibilité ou non de cette chaine, et aux
possibles convergences. On peut aussi se demander ce que donne ce
genre de modéle lorsqu’on passe a la limite hydrodynamique, et la fré-
quence des événements " "’ qui surviennent plus souvent a cause
du milieu aléatoire.

rares

Pour le moment, trés peu de résultats théoriques probabilistes existent
sur ce genre de modéles, du fait de lirréversibilité du processus. Les pro-
blémes combinatoires d’identification des classes de récurrence ne sont pas
non plus résolus. Durant mon M2, je n’ai pas eu le temps de me pencher sur
ces nombreux problémes, ni méme d’envisager un cadre d’hypothéses raison-
nables sur des modéles a automates cellulaire pour espérer pouvoir obtenir
des résultats. je me suis contenté d’explorer les modéles existants dans la
littérature, et de chercher ceux qui pourraient permettre une analyse, tout
en cherchant le plus d’adéquation possible. C’est comme cela qu’est apparu
le cadre des automates cellulaires d’ou les questions d’inférence statistiques
sur des graphes.

Dans tous les atricles traitant du trafic, les physiciens s’intérressent aux
graphes suivant : La figure 1 donne la densité spatiale k en fonction de la
densité temporelle g et la figure 2 le graphe d’occupation de l'espace temps
(t,z) par les véhicules.
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Fic. 1 - Figure 1

FiG. 2 — Figure 2
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On discerne sur la figure 2 :

— la présence de bouchons qui se dissipent pour la densité utilisée

— la formation spontanée de bouchons aprés les intersections, mais non
ailleurs.

— I’homogénisation progressive de I'occupation de la route (tout les vé-
hicules partent du méme point en méme temps)

4 Inférences statistiques sur un graphe

Le premier probléme sera de définir une "‘bonne"’ classe de champs (ou de

processus) aléatoires sur un graphe. Lors de mon M2, j’ai étudié un modéle
jouet ol 'on connaissait la forme explicite de la famille paramétrique de
covariance.

4.1 Structure de covariance sur un graphe

Définition 4.1 (Graphe étiqueté) On appellera graphe étiqueté la don-
née d’un ensemble G de sommets de cardinal n et d’une matrice de poids
symétrique W € (G x G)®+. On désignera par aréte tout couple (i,7) avec
i # j tel que Wi; >0, et on le notera i ~w,; j.

Définition 4.2 On appellera matrice de connection la matrice diagonale D
vérifiant d; = Dy = Y, Wi, On appellera laplacien discret de G : L :=
D — W et laplacien renormalisé L = D :LD :=]-D 2WD 2,

L est par définition symétrique, on remarque de plus que

1
T 2
XTLX = §ZWU(X]- 2.0
27-]
d’ou L est une forme bilinéaire positive dont le noyau contient la droite
1

engendrée par le vecteur | : |. En fait dans le cadre d’'un graphe connexe,

1
il s’agit du noyau, et I’écriture précedente montre que de plus le cone isotrope
est alors réduit au noyau. On peut faire plusieurs autres remarques :

D’une part, on note que le Laplacien discret mesure bien une forme de
régularité sur le graphe (on peut voir R” comme ’ensemble des fonctions de G
dans R). On impose a la fonction de peu varier sur entre deux sommets reliés
par une arréte, d’autant plus que le poids W;; est elevé. On peut comparer
Dégalité précedente a || f|| o = [o(V f)?dw. Pour plus d’information, on peut
lire [1].

D’autre part si on considére 'opérateur L restreint a ’espace quotienté
par les fonctions constantes, il définit un produit scalaire, dont la norme
associé mesure la régularité de f
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On a Tr(L) =

De plus, L (et donc L) est diagonalisable dans une b.o.n. et il est naturel
de vouloir mieux connaitre la forme de ses vap et vep. Le théoréme suivant
(cf |3]) donne une premiére indication.

Théoréme 4.1 Toutes les valeurs propres \; de L vérifient 0 < N < 2.

On peut citer quelques exemples de vap pour des graphes classiques (on
rappelle que 'on a toujours A\; = 0) :

— Pour un graphe complet & n sommets, on a Ay = -+ = A\, = -5

— Pour un graphe étoilé & n sommets, on a Ay == -+ = A1 = 1 et
Ap =2

— Pour un graphe chemin a n sommets, les valeurs propres sont de la
forme 1 — cos( ”k) E=0,---,n—-1

— Pour un graphe cycle a n sommets, les valeurs propres sont de la forme
1—cos(ZE), k=0, ,n—1

— Pour un n-cube a 2" sommets, les valeurs propres sont de la forme %
avec C¥ comme ordre de multiplicité.

Dans le modéle étudié en M2, la covariance est de la forme suivante :

Ks(i,7) = 7%L($i7$j)

On pourra lire [2| pour comprendre pourquoi on choisira une covariance
de cette forme. Néammoins, on peut donner une heuristique qui permet de
comprendre pourquoi on choisit une telle forme de matrice de covariance
dans un cas de diffusion.

Considérons n variables aléatoires indépendantes XV ... XY iid de loi
A°(0,1). A chaque instant ¢, les variables vont un peu s’ajuster a leurs voi-
sins. On voudrait donc écrire X! = (1 — a) X/ 7! + ZiNj(Vg;j aXJt.*l). Il est
nécessaire de renormaliser o par le temps pour pouvoir regarder ce qui se
passe en temps long ; on obtient une regle du type pour tout ¢ < k, on calcule

Wi
Vi, Xt = (1 - Xt1+§: ”axtl

ZN]

Puis en posant Z! = /d; Z! i.e. Z' = D%Xt, on peut écrire

. W; «
Vt < ki, Z! = (1 — T1+§ — E;H
On a alors
L
7t = (I - ;ﬁﬁ

En particulier, si on pose Z* = limj_..oZ", on obtient

Z>® = exp(—aL)Z°
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Puis
K>(i,j) = cov(2°, 25%) = E[Y, Z0exp(—al)(i,k) Xy 2 exp(—al) (G, )|
= E 5, Z0exp(~aL)(i, k) 2 exp(—aL)(j, k)]

B[S 20 exp(~2aL)(i,1) 2]
= demp(—Qaf/)(i,j)

)
)
L

en utilisant 'indépendance des ZZO. On peut des lors comprendre le réle que
joue ce type de matrice dans la structure de covariance pour des processus
liés localement.

Dans le cas général, la premiére étape consistera & spécifier un cadre
d’étude. 1l s’agire de définir des champs sur des graphes, et d’obtenir des
propriétes pouvant indiquer si une famille paramétrique de covariance décrit
bien de tels champs.

Plusieurs voies sont & priori a explorer (ce que je n’ai pas encore fait). On
pourrait en particulier chercher une description utilisant le mesure spectrale,
ou bien s’intérresser aux descriptions locales (par exemple type champs de
Gibbs).

Une fois ce cadre spécifié, I’objectif est de prévoir, & partir d’'une obser-
vation partielle des données, la valeur du champ aux sommets non observés.
Pour cela, il faudra développer & la fois des méthodes de prévision, mais aussi
d’estimation.

4.2 Krigeage

On observe un champ aléatoire Z de fonction moyenne m et de covariance
K sur R% sur un ensemble A € R?%. Notre but est d’obtenir une prédiction
linéaire de Z en un point zp (ou sur un ensemble B € R) de facon & minimiser
lerreur quadratique. En d’autres termes, on recheche la projection dans L2
de Z(z) sur Vect(1,Z(A));

On se placera dans le cadre restreint ou A est fini : A = {x1, -+ ,x,}, et
les variables Z(z;) sont independantes au sens de I’algébre linéaire, i.e. K =
(K (i, 5)); ;... , est inversible. Le but est de determiner arg maxy, E[Z(zo)—
M= NiZ(z;)] = E[Z(20)—No—AT Z]. On pose de plus m = [m(z1),- - ,m(z,)]T
On pose k = cov(Z, Z(xg)).

Théoréme 4.2 Le meilleur prédicteur linéaire s’obtient en posant :
A=Kk
Ao =m(zg) — kT K tm

Dans le cas gaussien, ce meilleur prédicteur est optimal au sens ou il s’agit
de l'espérance conditionnelle des prévisions en fonction des observations. En
réalité on connait méme mieux : on connait la loi de variables & prédire
conditionnellement aux observations :

10
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L . X 1 Y1 Y2
Théoréme 4.3 Soit X = { X ] N ([ iy ] , [ Sor Soy }) un vec-

teur gaussien.
Alors, L(X1]1X2) ~ A (1 + Z12592 H(Xa — p2), 11 — L12800 1 201)

On est donc capable, si ’on connait la structure de covariance et le vec-
teur moyen, de donner la meilleure prédiction linéaire, qui dans le cas Gaus-
sien est optimale car est 1’espérance conditionelle (qui de plus annule lerreur
quadratique). Il faut donc spécifier une structure de covariance, de préférence
paramétrique, et trouver un moyen d’estimer les parameétres.

4.3 Estimation

Dans la plupart des cas usuels, on ne connait ni la covariance ni la
moyenne et nous devont les estimer avec I’échantillon méme qui sera uti-
lisé pour la prévision. On peut procéder par maximum de vraissemblance.

On rappelle qu'un estimateur désigne une fonction mesurable des ob-
servations. Il s’agit donc d’une variable aléatoire, si on considére que les
observations sont juste des réalisations d’une variable aléatoire de loi incon-
nue.

Différents critéres existent pour évaluer si un estimateur m est un "bon"
estimateur de m :

— Il est dit sans biais si on a E[m| =m

— Lorsque la taille de I’échantillon grossit, on considére les critéres asymp-
totiques habituels (presque sire, en probabilités)

— On peut considerer le minimisateur de ’erreur quadratique moyenne.
En particulier, on peut chercher ’estimateur optimal (qui minimise la
variance parmi les estimateurs non biaisés).

On peut définir selon les besoins d’autres critéres. Un estimateur jouant
un role trés important en statistiques s’appelle 'estimateur du maximum
de vraissemblance. Il ne posséde pas de propriétes générales (non biaisé...)
mais il est lié & I'estimateur optimal. Il s’agit en fait de ’estimateur le plus
probable lorsque ’on ne connait rien a prior: sur la loi des variables & estimer.

Formellement, on observe n réalisations indépendantes X7, --- , X,, d’'une
variable aléatoire X. La loi de cette variable est inconnue mais on sait
qu’elle appartient & une famille paramétrique de lois (Py)pecrp de densité
(fo)ocrp (par exemple gaussiennes centrées de variance inconnue ). Le but
est d’estimer 6. La valeur la plus probable (estimateur de maximum de vrais-
semblance) est celle qui maximise

10, X1, -+, Xn) = fo(X1) - fo(Xn)

On cherche donc & maximsiser la vraissemblance, ou la log-vraissemblance.
Le probléme est que les variables non observées interviennent dans cette

11



Inférences statistiques sur un graphe :
Thibault Espinasse estimation et prédiction 10 octobre 2008

vraissemblance. C’est pourquoi plusieurs techniques ont été développées afin
de faciliter cette maximisation.

L’algorithme EM a été formalisé pour la premiére fois dans [7]. L’idée
principale est que pour estimer des paramétres a partir de données incom-
plétes, si on connait la loi conditionnelle des données non-observées sachant
les données observées et les parameétres, on peut créer un algorithme qui
converge vers le maximum de vraissemblance.

Le probléme se présente alors ainsi :

On a une fonction (0, z) de vraissemblance ot O désigne ’ensemble
des parametres et z un vecteur de données totales. N’observant que y la
projection de z sur un sous espace vectoriel, on cherche & maximiser le lo-
garithme de la vraissemblance moyenne L(0) = log E[(I(©, 2)|y)]. Pour cela
on applique un algorithme dont la k-iéme étape consiste en deux parties :

Espérance : On calcule Q(0,0;) = Eg, [log(I(0, 2))|y];
Maximisation : On choisit le O;;1 qui maximise © — Q(0,Oy);

Il s’agit en fait de maximiser en moyenne conditionnellement aux observa-
tions (en utilisant le parameétre de I’étape précedente) la log vraissemblance.
Le succes de cet algorithme est due au fait que le logarithme de la vraissem-
blance moyenne L augmente & chaque étape.

Le but est de prouver que sous des hypothéses suffisantes, 1’algorithme
converge bien vers un argmax L. Les hypothéses contenues dans l’article
séminal [7] sont plutét restrictives. De plus la démonstration comporte une
erreur, et on doit rajouter des hypotheéses encore plus fortes (par exemple [§]
suppose la convergence de ©))

Plusieurs versions stochastiques de 'EM ont été développées. L’idée est
d’introduire du bruit pour éviter la convergence vers un point stable (par
exemple maximum local) qui ne soit pas le maximum global recherché. Ceci
permet aussi d’alléger un peu les hypothéses.

On peut aussi pour des cas simples se demander ce que donne 'algo-
rithme qui, au lieu de maximiser Eg, [log(l(©, z))|y] & chaque étape, cal-
culerait arg maxeg(©,z) ou z a été construit en complétant les variables
observées zops par la moyenne conditionnelle E[zpy ey |Zobs, Ok ]-

Enfin, on pourrait vouloir chercher des intervalles de confiance sur les
variables prédites : on cherche pour tout € > 0, un intervalle I, tel que

P(zprev €I) > 1—¢

12
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Pour résumer, pour ce pencher sur ce probléme de prédiction de champs

sur des graphes, il faudra explorer plusieurs techniques :

— Pour définir la classe de champs sur laquelle on va travailler, il faudra
se demander quels outils peuvent nous servir (structures locales de
covariance, mesure spectrale...)

— Un travail sur la structure spectrale du Laplacien sera & faire, car il
est trés probable qu’il ait un role a jouer dans la définition des champs
sur les graphes.

— 1l faudra approfondir les résultats qui existent en prédiction. On s’in-
téressera en paralélles aux problémes de régularisation dans les RKHS,
qui sont de méme nature.

— On pourra s’attarder sur les différents algorithmes qui existent, mais
aussi s’'intéresser a d’autres techniques d’optimisation

— Enfin on pourra chercher des moyens d’obtenir des intervalles de confiance
sur des variables prédites a partir de parameétres eux-mémes estimés.

13
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