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1 Données fonctionnelles

On s’intéresse à des données de dimension infinie ou, ce qui revient au même,
de très grande dimension.

Une donnée fonctionnelle est en réalité constituée d’un certain nombre de va-
leurs discrètes que l’on a mesurées, enregistrées, mais dont l’ensemble reflète une
variation régulière. Comme en théorie, on pourrait obtenir une grande quantité de
points, aussi rapprochés que l’on veut, on voit que l’on obtient une courbe et que
l’on peut traiter la donnée comme une fonction.

Remarque. Considérer comme des fonctions des données qui après tout sont dis-
crètes permet justement de faire intervenir la régularité de ces fonctions. Par
exemple, pour un phénomène donné, grâce à l’utilisation de données fonctionnelles,
on pourra étudier aussi sa vitesse ou son accélération.

2 Classification non supervisée

Il s’agit de classer les données en k groupes de telle sorte qu’elles soient très
semblables à l’intérieur d’un groupe, les différents groupes étant aussi séparés que
possible. Le nombre de groupes k n’est pas forcément fixé d’avance.

On se place dans un espace de Hilbert H séparable. On note 〈·, ·〉 le produit
scalaire dans H et ‖ · ‖ la norme associée. Soit X une variable aléatoire de loi µ à
valeurs dans H et X1, . . . , Xn un n-échantillon de loi µ. Supposons que k est fixé
et E‖X‖2 < ∞. On s’intéresse au problème de classification non supervisée pour
les observations X1, . . . , Xn.

2.1 Méthode des centres mobiles

Une méthode de classification consiste à utiliser l’algorithme des centres mobiles.
Afin de ranger les données dans k classes, on minimise le risque de classification
empirique

W (c, µn) =
1

n

n∑
i=1

min
j=1,...,k

‖Xi − cj‖2

sur tous les choix possibles pour les k centres c = (c1, . . . , ck) ∈ Hk. µn est la loi
empirique des données, définie par

µn(A) =
1

n

n∑
i=1

1{Xi∈A}

pour tout borélien A ⊂ H.
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Définition 2.1 (Ensemble de Voronoi). On appelle ensemble de Voronoi asso-
cié au centre cj, le polyèdre convexe de tous les points de H qui sont plus proches
de cj que de tout autre centre. On le note Sj. Un point à égale distance de plusieurs
centres est affecté arbitrairement à l’un d’eux.

Au cours de l’étape r + 1 de l’algorithme, chaque Xi est affecté au centre c
(r)
nj

le plus proche, puis le "nouveau centre empirique" c
(r+1)
nj est calculé en faisant la

moyenne des Xi tombés dans S
(r)
j .

2.2 Risque de classification

Lorsque l’algorithme donne un ensemble de centres c = (c1, . . . , ck) ∈ Hk, l’er-
reur en moyenne quadratique ou risque de classification

W (c, µ) =

∫
min

j=1,...,k
‖x− cj‖2dµ(x)

permet d’en mesurer la performance. On désigne par

W ∗(µ) = inf
c∈Hk

W (c, µ)

le risque optimal.

Définition 2.2 (δn–minimiseur). Soit δn ≥ 0. Un ensemble de centres cn =
(cn1, . . . , cnk) ∈ Hk qui vérifie

W (cn, µn) ≤ W ∗(µn) + δn

est appelé un δn–minimiseur du risque de classification empirique. Lorsque δn = 0,
on dit que cn est un minimiseur du risque de classification empirique.

On peut obtenir la borne suivante :

Théorème 2.1. Soit E‖X‖2 < ∞. Pour tout x > 0, il existe des constantes
C(µ) > 0 et N0(µ, k, x) > 0 telles que, pour tout n ≥ N0, avec probabilité au
moins 1− 2e−x,

W (cn, µ)−W ∗(µ) ≤ C(µ)
k +

√
x√

n
+ δn
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2.3 Projection aléatoire baséee sur la méthode de
Johnson-Lindenstrauss

2.3.1 Projection aléatoire

Soit s ∈ N∗, et soient (N1α)α≥1, . . . , (Nsα)α≥1 s suites indépendantes de variables
aléatoires gaussiennes de loi N (

0, 1
s

)
. ∀D ≥ 1, soit

X
D

ij =
D∑

α=1

NjαXiα, j ∈ {1, . . . , s}

c’est-à-dire, sous forme matricielle,



X
D

i1
...

X
D

is


 =




N11 . . . N1D
...

...
...

Ns1 . . . NsD







Xi1
...

XiD




Sachant les données X1, . . . , Xn, pour tous i, j fixés, comme X
D

ij est une somme de
variables aléatoires centrées indépendantes et X

D

ij ∈ L1, la suite (X
D

ij )D≥1 est une
martingale par rapport à la filtration canonique. Or,

E(X
D

ij )
2
∣∣X1, . . . , Xn =

D∑
α=1

(Xiα)2

s
≤ ‖Xi‖2

s

(espérance par rapport aux variables gaussiennes) Donc, la martingale (X
D

ij )D≥1

est bornée dans L2. On en déduit qu’elle converge p.s. et dans L2 et qu’il existe
une variable aléatoire X∗

ij ∈ L2 telle que |XD

ij | ≤ X∗
ij. Soit Xij la limite de (X

D

ij )D≥1

. Par convergence dominée, on a

lim
D→∞

E(X
D

ij )
2
∣∣X1, . . . , Xn = E(X ij)

2
∣∣X1, . . . , Xn =

‖Xi‖2

s

A chaque donnée Xi, on peut ainsi associer un vecteur Xi = (X i1, . . . , X is) ∈
Rs, qui est sa "projection aléatoire sur un sev de dimension finie s". Chaque
composante de Xi est une variable aléatoire gaussienne de loi N

(
0, ‖Xi‖2

s

)
. Donc,

E‖Xi‖2
∣∣X1, . . . , Xn = ‖Xi‖2

et
s‖Xi‖2

‖Xi‖2
∼ χ2(s)
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De même,

∀i 6= i′ ∈ {1, . . . , n}, E‖Xi −Xi′‖2
∣∣X1, . . . , Xn = ‖Xi −Xi′‖2

et
s‖Xi −Xi′‖2

‖Xi −Xi′‖2
∼ χ2(s)

L’inégalité de Chernoff pour la loi χ2 entraîne

P
{‖Xi −Xi′‖2

‖Xi −Xi′‖2
− 1 > ε

∣∣∣X1, . . . , Xn

}
≤ exp

[s

2
(−ε + ln(1 + ε))

]

ainsi que

P
{‖Xi −Xi′‖2

‖Xi −Xi′‖2
− 1 < −ε

∣∣∣X1, . . . , Xn

}
≤ exp

[s

2
(ε + ln(1− ε))

]

Ces considérations entraînent le lemme de Johnson-Lindenstrauss :

2.3.2 Lemme de Johnson-Lindenstrauss

Le lemme établit que, pour ε ∈ ]0, 1[, tout ensemble de n points dans un espace
de Hilbert séparable peut se plonger dans un espace euclidien de dimension O(ln n

ε2 )
en modifiant peu les distances, qui au pire sont multipliées par un facteur 1± ε.

Lemme 2.1 (Johnson-Lindenstrauss). Soit H un espace de Hilbert séparable.
∀ε, δ ∈ ]0, 1[, n ∈ N∗, soit s ∈ N∗ tel que s ≥ 4

ε2/2−ε3/3
ln n√

δ
Soit f : H → Rs une

projection aléatoire (construite comme dans le paragraphe précédent). Alors, pour
tout ensemble D de n points de H, avec probabilité au moins 1− δ, on a

∀(u, v) ∈ D2, (1− ε)‖u− v‖2 ≤ ‖f(u)− f(v)‖2 ≤ (1 + ε)‖u− v‖2

2.3.3 Algorithme

On applique l’algorithme des centres mobiles aux projections X1, . . . ,Xn ∈ Rs :
on obtient un ensemble cn de k centres cn1, . . . , cnk ∈ Rs qui minimisent le risque de
classification empirique correspondant aux projections. Soient Sn1, . . . , Snk ⊂ Rs

les ensembles de Voronoi associés. On introduit alors ĉn, l’ensemble des centres
dans H que l’on définit comme suit :

∀j ∈ {1, . . . , k}, ĉnj =

∑n
i=1 Xi1{Xi∈Snj}∑n

i=1 1{Xi∈Snj}

A partir de ces centres, on déduit ensuite la partition de Voronoi de H en k classes.
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Théorème 2.2. ∀ε, δ ∈ ]0, 1[, soient l’entier s et la projection aléatoire f comme
dans le lemme de Johnson-Lindenstrauss. On a

W (ĉn, µn) ≤ 1 + ε

1− ε
W (cn, µn)

avec probabilité au moins 1− δ.
Démonstration. On pose

N j =
n∑

i=1

1{Xi∈Snj}

et

Nj =
n∑

i=1

1{Xi∈Snj}

W (cn, µn) =
1

n

n∑
i=1

min
j=1,...,k

‖Xi − cnj‖2

=
1

n

k∑
j=1

n∑
i=1

‖Xi − cnj‖21{Xi∈Snj}

=
k∑

j=1

1

2nN j

n∑
i1,i2=1

‖Xi1 −Xi2‖21{(Xi1
,Xi2

)∈S
2
nj}

En raison de l’optimalité de la méthode des centres mobiles (Linder [10], lemme
1), on a, considérant l’algorithme appliqué aux projections Xi, i ∈ {1, . . . , n},

W (cn, µn) ≤
k∑

j=1

1

2nNj

n∑
i1,i2=1

‖Xi1 −Xi2‖21{(Xi1
,Xi2

)∈S2
nj}

D’après le lemme de Johnson-Lindenstrauss,

W (cn, µn) ≤ (1 + ε)
k∑

j=1

1

2nNj

n∑
i1,i2=1

‖Xi1 −Xi2‖21{(Xi1
,Xi2

)∈S2
nj}

c’est-à-dire
W (cn, µn) ≤ (1 + ε)W (cn, µn) (1)

De même, le lemme de Johnson-Lindenstrauss implique

(1− ε)
k∑

j=1

1

2nN j

n∑
i1,i2=1

‖Xi1 −Xi2‖21{(Xi1
,Xi2

)∈S
2
nj} ≤ W (cn, µn)

donc
(1− ε)W (ĉn, µn) ≤ W (cn, µn) (2)

En combinant les inégalités (1) et (2), on obtient le résultat cherché.
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2.4 Un complément possible

Au lieu de fixer à l’avance le nombre de groupes k, on pourrait s’intéresser à un
critère de la forme

inf
k

(
1

n

∑
min

j=1,...,k
‖Xi − cj‖2 + pen(k)

)

avec pen(k) une pénalité convenable pour éviter de prendre k trop grand. Le choix
k = n minimise en effet le risque empirique, mais ne classe pas les données !

3 Quantification

Soit (E, ‖ · ‖) un espace de Banach réflexif et séparable. Soit X une variable
aléatoire de loi µ à valeurs dans E, telle que E(‖X‖) < ∞.

Définition 3.1 (Quantificateur). Soit k ≥ 1 un entier. Un quantificateur de
k points est une application borélienne q : E → C où C = {y1, . . . , yk} est un
ensemble de k éléments de E appelé table de codage.

Remarque. y1, . . . , yk seront également appelés les centres associés au quantifica-
teur q.

Pour tout x ∈ E, on représente x par un unique x̂ = q(x) ∈ C. Pour mesurer
l’erreur que l’on fait en représentant X par q(X), on s’intéresse à d(X, q(X)), où
d est une fonction mesurable vérifiant ∀(x, y) ∈ E2 d(x, y) ≥ 0, appelée mesure de
distorsion.

Définition 3.2. La distorsion de q quantifiant X est la quantité

W (µ, q) = Ed(X, q(X)) =

∫

E

d(x, q(x))µ(dx)

On cherche le quantificateur de k points qui minimise cette distorsion.

Définition 3.3 (Quantificateur optimal). Soit Qk l’ensemble de tous les quan-
tificateurs de k-points, et soit

W ∗
k (µ) = inf

q∈Qk

W (µ, q)

Un quantificateur q∗ ∈ Qk est dit optimal si W (µ, q∗) = W ∗
k (µ).

Remarque. Tout quantificateur de k points est déterminé par sa table de codage
{yi}k

i=1 et une partition de E en cellules Si = {x : q(x) = yi}, i = 1, . . . , k : on a
la relation

q(x) = yi ⇔ x ∈ Si

On peut donc définir un quantificateur par sa table de codage et sa partition en
cellules.
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4 Divergence de Bregman

Une distance généralisée est une fonction réelle positive de deux variables d(x, y)
utilisée pour mesurer la distance entre x et y en un certain sens généralisé. Une
distance généralisée ne vérifie pas toujours l’inégalité triangulaire, et elle n’est
pas forcément symétrique : on peut avoir d(x, y) 6= d(y, x). On va utiliser comme
mesure de distorsion une famille de distances généralisées qui a été introduite par
Bregman en 1967 dans [5].

4.1 Définition et exemples dans Rd

Définition 4.1. On appelle intérieur relatif d’un convexe non vide C, noté ir(C),
l’intérieur de C relativement au sous-espace affine engendré par C.
Remarque. Alors que l’intérieur d’un convexe est souvent vide, ce n’est pas le cas
de son intérieur relatif, d’où l’intérêt d’introduire cette notion : en dimension finie,
l’intérieur relatif d’un convexe non vide C est non vide, (et a la même dimension
que C).
Définition 4.2. Soient C ⊂ Rd un convexe et φ : C 7→ R une fonction stric-
tement convexe, différentiable sur ir(C). La divergence de Bregman associée dφ :
C × ir(C) 7→ [0,∞[ est définie par

dφ(x, y) = φ(x)− φ(y)− 〈x− y,∇φ(y)〉

La distance euclidienne et d’autres distances usuelles sont des cas particuliers
de divergence de Bregman.

Exemple 4.1. Soient C = Rd et φ définie par φ(x) = ‖x‖2. φ est strictement convexe
et différentiable sur Rd.

dφ(x, y) = ‖x‖2 − ‖y‖2 − 〈x− y,∇φ(y)〉
= ‖x‖2 − ‖y‖2 − 〈x− y, 2y〉
= ‖x− y‖2

On obtient le carré de la distance euclidienne.

Exemple 4.2. Soit C le simplexe de dimension d, p une mesure de probabilité
discrète telle que

∑d
j=1 pj = 1. La fonction φ définie par φ(p) =

∑d
j=1 pj ln pj est

convexe. La divergence de Bregman obtenue avec ce choix de φ est la distance de
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Kullback-Leibler.

dφ(p, q) =
d∑

j=1

pj ln pj −
d∑

j=1

qj ln qj − 〈p− q,∇φ(q)〉

=
d∑

j=1

pj ln pj −
d∑

j=1

qj ln qj −
d∑

j=1

(pj − qj)(ln qj + 1)

=
d∑

j=1

pj ln
pj

qj

4.2 Cas fonctionnel

Définition 4.3 (Divergence de Bregman fonctionnelle). Soit φ : E → R de
classe C2 strictement convexe. La divergence de Bregman associée est définie par

dφ(x, y) = φ(x)− φ(y)−Dyφ(x− y)

avec Dyφ la différentielle de φ en y.

Voici quelques exemples de divergences de Bregman fonctionnelles, introduits
dans [6].

Exemple 4.3. Soit E = L2(m) muni de la norme ‖ · ‖L2(m) et φ : x 7→ ∫
x2dm. On

a

φ(y + h)− φ(h) =

∫
(y + h)2dm−

∫
y2dm

= 2

∫
yhdm +

∫
h2dm

Comme lim‖h‖→0

∫
h2dm

‖h‖ = lim‖h‖→0 ‖h‖ = 0 et que h 7→ 2
∫

yhdm est une applica-
tion linéaire continue, on a Dyφ(h) = 2

∫
yhdm.

D2
yφ(k, h) = Dy+kφ(h)−Dyφ(h)

= 2

∫
(y + k)hdm− 2

∫
yhdm

= 2

∫
khdm

D’où D2
yφ(h, h) = 2‖h‖2, ce qui montre que la fonction φ est strictement convexe.
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Finalement,

dφ(x, y) =

∫
x2dm−

∫
y2dm− 2

∫
y(x− y)dm

=

∫
(x− y)2dm

= ‖x− y‖2
L2(m)

Exemple 4.4. Soit E = {x ∈ L1(m), x ≥ 0} muni de la norme ‖ · ‖L1(m) et φ : x 7→(∫
xdm

)2. On a

φ(y + h)− φ(h) =

(∫
ydm +

∫
hdm

)2

−
(∫

ydm

)2

= 2

∫
ydm

∫
hdm +

(∫
hdm

)2

L’application h 7→ 2
∫

ydm
∫

hdm est linéaire continue et on a 0 ≤ (
∫

hdm)
2

‖h‖ ≤
‖h‖2
‖h‖ = ‖h‖, donc Dyφ(h) = 2

∫
ydm

∫
hdm

D2
yφ(k, h) = Dy+kφ(h)−Dyφ(h)

= 2

∫
(y + k)dm

∫
hdm− 2

∫
ydm

∫
hdm

= 2

∫
kdm

∫
hdm

Donc D2
yφ(h, h) = 2‖h‖2, et φ est strictement convexe. La divergence de Bregman

associée est

dφ(x, y) =

(∫
xdm

)2

−
(∫

ydm

)2

− 2

∫
ydm

∫
(x− y)dm

=

(∫
xdm

)2

+

(∫
ydm

)2

− 2

∫
ydm

∫
xdm

=

(∫
(x− y)dm

)2

5 Quantificateur des plus proches voisins

Définition 5.1 (Partition de Voronoi). Etant donné une table de codage C =
{yi}k

i=1, une partition {Si}k
i=1 vérifiant

S1 = {x ∈ E, dφ(x, y1) ≤ dφ(x, yj), j = 1 . . . , k}
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et pour i = 2, . . . , k,

Si = {x ∈ E, dφ(x, yi) ≤ dφ(x, yj), j = 1, . . . , k}\
i−1⋃

`=1

S`

est appelée partition de Voronoi.

Remarque. Retirer
⋃i−1

`=1 S` est une manière d’éviter les ambiguités au bord des
cellules : si dφ(x, yi) = dφ(x, yj), on affecte x à la cellule dont l’indice est le plus
petit.

Définition 5.2 (Quantificateur des plus proches voisins). Un quantificateur
de table de codage C = {yi}k

i=1 qui admet comme partition la partition de Voronoi
associée à C est appelé quantificateur des plus proches voisins.

Lemme 5.1 (Meilleure partition). Soient q un quantificateur de k points de
table de codage {yi}k

i=1 et q′ le quantificateur des plus proches voisins ayant même
table de codage. Alors, on a

W (µ, q′) ≤ W (µ, q)

Démonstration. Par définition de q′, on a

dφ(x, q′(x)) = min
y∈C

dφ(x, y)

Donc

W (µ, q) = Edφ(X, q(X))

=

∫

E

dφ(x, q(x))µ(dx)

=
k∑

j=1

∫

Sj

dφ(x, yj)µ(dx)

≥
k∑

j=1

∫

Sj

min
y∈C

dφ(x, y)µ(dx)

= Edφ(X, q′(X))

= W (µ, q′)

Remarque. Cela nous montre que s’il existe un quantificateur optimal, c’est néces-
sairement un quantificateur des plus proches voisins. Donc il suffit de considérer
les quantificateurs de ce type, et de trouver la table de codage optimale :

W ∗
k (µ) = inf

C⊂E:|C|=k
Emin

y∈C
dφ(X, y)
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Comparons à présent les quantificateurs de même partition, pour voir quelle est
la meilleure table de codage. Pour cela, il faut montrer l’existence de

arg min
y∈E

Edφ(X, y)

Rappelons tout d’abord quelques notions d’optimisation, que l’on retrouvera no-
tamment dans [7].

Définition 5.3 (Coercivité). Une fonctionnelle L : E×E → R est dite coercive
s’il existe c > 0 tel que ∀x ∈ E,L(x, x) ≥ c‖x‖2.

Lemme 5.2 (Conditions d’existence d’un extremum). Soit L : E → R de
classe C2.
– Si L a un extremum en y ∈ E, alors DyL ≡ 0.
– Soit y ∈ E. Si DyL ≡ 0 et D2

yL(·, ·) est coercive, alors L admet un minimum
en y.

Le théorème suivant est dû à Frigyik et al. ([6]), et a été démontré dans le cas
fini-dimensionnel par Banerjee et al. dans [1].

Théorème 5.1. On suppose que φ : E → R est de classe C3, et que ∀y ∈ E, la
différentielle seconde D2

yφ(·, ·) est coercive. Alors J : y 7→ Edφ(X, y) atteint son
minimum sur E en y = E[X].

Démonstration. Le développement de Taylor de φ nous donne :

φ(y + h) = φ(y) + Dyφ(h) +
1

2
D2

yφ(h, h) + o(‖h‖2) (3)

φ(y) = φ(y + h)−Dy+hφ(h) +
1

2
D2

y+hφ(h, h) + o(‖h‖2) (4)

En additionnant (3) et (4), on obtient :

0 = Dyφ(h)−Dy+hφ(h) +
1

2
D2

yφ(h, h) +
1

2
D2

y+hφ(h, h) + o(‖h‖2) (5)

Comme on a |D2φy+h(h, h) − D2
yφ(h, h)| ≤ ‖D2

y+hφ − D2
yφ‖‖h‖2 et que φ est de

classe C2, (5) devient

Dy+hφ(h)−Dyφ(h) = D2φy(h, h) + o(‖h‖2)

J(y) = E[dφ(X, y)] =
∫

E
dφ(x, y)µ(dx) =

∫
E
(φ(x)− φ(y)−Dyφ(x− y))µ(dx)

J(y + h)− J(y)

=

∫

E

(−φ(y + h)−Dy+hφ(x− y − h))µ(dx) +

∫

E

(φ(y) + Dyφ(x− y))µ(dx)

= −
∫

E

(φ(y + h)− φ(y))µ(dx)−
∫

E

(Dy+hφ(x− y − h)−Dyφ(x− y))µ(dx)
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Or, on a φ(y + h)− φ(y) = Dyφ(h) + ε(y, h)‖h‖ et

Dy+hφ(x− y − h)−Dyφ(x− y)

= Dy+hφ(x− y − h)−Dyφ(x− y − h) + Dyφ(x− y − h)−Dyφ(x− y)

= D2
yφ(x− y − h, h) + ε(y, h)‖h‖+ Dyφ(x− y)−Dyφ(h)−Dyφ(x− y)

= D2
yφ(x− y, h)−D2

yφ(h, h)−Dyφ(h) + ε(y, h)‖h‖
Donc

J(y + h)− J(y)

= −
∫

E

(Dyφ(h) + ε(y, h)‖h‖)µ(dx)

−
∫

E

(D2
yφ(x− y, h)−D2φy(h, h)−Dφy(h) + ε(y, h)‖h‖)µ(dx)

= −
∫

E

(D2
yφ(x− y, h)−D2

yφ(h, h) + ε(y, h)‖h‖)µ(dx)

Il existe m ≥ 0 tel que ‖D2
yφ(h, h)‖ ≤ m‖h‖2, donc on a

lim
‖h‖→0

‖J(y + h)− J(y) +
∫

E
D2

yφ(x− y, h)µ(dx)‖
‖h‖ = 0

D’où DyJ(h) = − ∫
E

D2
yφ(x−y, h)µ(dx) = −D2

yφ(
∫

E
(x−y)µ(dx), h). Or, la condi-

tion DyJ(h) = 0 pour tout h ∈ E est une condition nécessaire pour que J ait un
extremum en y. On a DyJ(h) = 0 ⇔ D2

yφ(
∫

E
(x−y)µ(dx), h) = 0, et en particulier,

DyJ

(∫

E

(x− y)µ(dx)

)
= 0 ⇔ D2

yφ

(∫

E

(x− y)µ(dx),

∫

E

(x− y)µ(dx)

)
= 0

⇔
∫

E

(x− y)µ(dx) = 0

car D2
yφ(·, ·) est coercive

⇔ y = E[X]

Si J admet un extremum, c’est en y = E[X]. On va voir qu’il s’agit d’un minimum.
Pour cela, montrons que D2

yJ(·, ·) est coercive.

Dy+uJ(h)−DyJ(h)

= −
∫

E

(D2
y+uφ(x− y − u, h)−D2

yφ(x− y − u, h)

+D2
yφ(x− y − u, h)−D2

yφ(x− y, h))µ(dx)

= −
∫

E

D3
yφ(x− y − u, h, u) + ε(y, h, u)‖u‖ −D2

yφ(u, h)µ(dx)

= −
∫

E

D3
yφ(x− y, h, u)−D3

yφ(u, h, u) + ε(y, h, u)‖u‖ −D2
yφ(u, h)µ(dx)
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On a

lim
‖u‖→0

‖Dy+uJ(h)−DyJ(h) +
∫

E
D3

yφ(x− y, h, u)µ(dx)− ∫
E

D2
yφ(h, u)µ(dx)‖

‖u‖ = 0

Donc
D2

yJ(h, u) = −
∫

E

D3
yφ(x− y, h, u)µ(dx) +

∫

E

D2
yφ(h, u)µ(dx)

Prenons u = h, et y réalisant l’extremum. On a alors

D2
yJ(h, h) = −

∫

E

D3
yφ(x− y, h, h)µ(dx) +

∫

E

D2
yφ(h, h)µ(dx)

= −D3
yφ

(∫

E

(x− y)µ(dx), h, h

)
+

∫

E

D2
yφ(h, h)µ(dx)

=

∫

E

D2φy(h, h)µ(dx)

≥
∫

E

c‖h‖2µ(dx)

= c‖h‖2

Ainsi, D2
yJ(·, ·) est coercive, et y = E[X] est un minimum.

Lemme 5.3 (Meilleur ensemble de centres). Soit q un quantificateur de par-
tition associée {Si}k

i=1 avec µ(Si) > 0 pour i = 1 . . . , k. Si q′ est un quantificateur
de même partition dont les centres sont y′1, . . . , y

′
k sont définis par

y′i ∈ arg min
y∈E

E[dφ(X, y)|X ∈ Si], i = 1, . . . , k

alors
W (µ, q′) ≤ W (µ, q)

Démonstration. On a

W (µ, q) = Edφ(X, q(X))

=
k∑

i=1

E[dφ(X, yi)|X ∈ Si]µ(Si)

≥
k∑

i=1

E[dφ(X, y′i)|X ∈ Si]µ(Si)

= Edφ(X, q′(X))

= W (µ, q′)
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