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Introduction

Tout au long du XXe siecle, la multiplication des appareils de mesure (capteurs atmosphé-
riques, appareils de séquencage génomique...) dans des domaines trés divers a permis de recueillir
un nombre considérable de données. Ces données sont systématiquement entachées de bruit, qui
peut étre anecdotique comme il peut fausser toute analyse ultérieure des données. D’autre part,
le trop grand nombre de données et l’absence de loi a priori régissant ces données n’incite plus a
se servir des informations pour valider une loi (comme on peut encore le faire en physique) : on
préférerait extraire directement la loi régissant les données, des données elles-méme. C’est le but
de 'apprentissage statistique.

Dans ce qui suit, on s’intéresse exclusivement aux problémes de classification supervisée. On
se donne une suite (X1, Y1), ..., (Xp, Y5) qui sera notre échantillon d’apprentissage. Les variables

X; = (XZ.(I),XZ@), s Xi(d)) appartiennent & R? et peuvent par exemple représenter la quantité de
certaines molécules dans le sang pour un individu ¢ donné (i allant de 1 a n). Les variables Y;
quant a elles sont & valeurs dans {0, 1,2.., k}. Elles sont associées a I'individu ¢ et permettent de
catégoriser la population en k classes. Par exemple, si on cherche & déterminer la survenue ou non
d’une maladie Y € {0,1} ou Y; vaut 1 si l'individu ¢ est malade, 0 sinon. On cherche alors, étant
donné notre échantillon d’apprentissage, & savoir si un nouveau patient n + 1 va développer la
maladie en question, sachant ses variables cliniques : on connait X,, ;1 et on cherche & déterminer
Yoi1.

Pour répondre a cette problématique, une méthode appelée CART (Classification And Regres-
sion Tree) a été inventée par Breiman et Friedman en 1973. Elle a été formalisée dans (|Brell]).
Cette méthode s’est montrée trés efficace et est maintenant couramment utilisée notamment
dans le domaine médical. Dans la premiére partie, on définira ce que sont les arbres binaires de
décision et la maniere dont ils sont construits en utilisant ’algorithme CART. On présentera
également quelques résultats concernant leurs capacités prédictives.

Bien que ces arbres possédent certaines propriétés intéressantes, leur construction est forte-
ment dépendante de ’échantillon initial ce qui peut provoquer des problémes si certaines données
sont fausses. Méme si les données sont exactes, il est possible que 'ajout de quelques données a
I’échantillon change complétement I'arbre ainsi construit. Le modéle n’est donc pas stable. Afin
de pallier cette difficulté, plusieurs modeéles ont été proposé par Breiman ([Bre96]|, [Bre01]) et
par d’autres (|Die00], Ho 1998). Le point commun de ces modéles est d'introduire de ’aléatoire
dans la construction des arbres de décision. De cette maniére, on ne construit plus un seul arbre
de décision mais M arbres de décision, chacun ayant ses propres caractéristiques dues a l'aléa
introduit. Chacun des M arbres vote pour déterminer si un nouveau point posséde une étiquette
Y41 = 1 (malade) ou Y11 = 0 (sain). Les résultats des votes sont agrégés et la majorité
Pemporte. Ce n’est donc plus 'arbre qui vote, mais la forét (aléatoire) cachée derriére.



Cette méthode a prouvé en pratique son extréme efficacité. Certains résultats théoriques
montre qu’elle est, & certains égards, meilleure que les arbres de décision seuls. Cependant, beau-
coup reste & faire afin de déterminer pourquoi elle est si puissante. Dans la deuxiéme partie, on
présente différents types de foréts aléatoires et on expose le modéle général. On donne également
quelques résultats importants sur la convergence de ces foréts.

1 Arbres de décisions

Les arbres de décisions ne fournissent pas uniquement une solution au probléme de classifica-
tion (prédire la survenue d’une maladie en fonction des données biologiques de I'individu) mais
permet également de retracer les questions & poser pour effectuer ce choix.

Les variables biologiques peuvent étre quantitatives ou qualitatives. Les variables qualitatives
possédant p modalités peuvent étre décomposées en p — 1 variables binaires. On peut donc se
ramener & des variables quantitatives ou binaires. Afin de fixer les idées et de pouvoir facilement
interpréter graphiquement ’arbre de décision, on suppose que les variables d’intérét sont unique-
ment quantitatives et a valeurs dans [0, 1] quitte & les renormer. De cette maniére, & chaque sous
arbre de l'arbre final correspond une partition de [0, 1] oti d est le nombre de variables.

Par exemple, on peut chercher a prédire une variable binaire (rouge ou bleue dans la figure 1)
en fonction de deux variables quantitatives comprises dans [0, 1]. Pour cela, on construit des
partitions de plus en plus fines de 'ensemble [0, 1]% en réalisant des coupures paralléles aux axes.
L’arbre de décision associé & cette construction correspond & ’ordre des coupures ainsi réalisées.
En voici un exemple :
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FIGURE 1 — Arbre de décision et partitions associées

Si I’on cherche & prédire la couleur d’un nouveau point, on lui associera la couleur majoritai-
rement présente dans la cellule a laquelle il appartient (ici, on dispose de trois cellules 1,2 et 3).
Le principal critére de construction d’un tel arbre est le choix de la coupure & effectuer a chaque
étape pour affiner la partition. C’est ce choix que nous allons commencer par étudier.

1.1 Croissance de ’arbre

Dans cette partie, nous formalisons la construction de ’arbre de décision. On se donne un
n-échantillon (X1, Y1), ..., (X, Ys,) indépendant, identiquement distribué (i.i.d.) de méme loi que
(X,Y). On suppose dans tout ce qui suit que Y; est a valeur dans {1,...,j} et que les X; sont
a valeurs dans [0,1]%. A chaque noeud, on calcule, pour toutes les coupures possibles (il y en



a au plus n pour chaque variable puisqu’il y a n points dans l’échantillon) un critére qu’on
définira ensuite, et on choisit la coupure qui minimise ce critére. On continue jusqu’a ce que
chaque cellule de la partition finale ne posséde qu'un seul point. On obtient ainsi ’arbre final
qu’on notera T, De cette maniére, on construit une partition de [0, l]d telle que chaque cellule
contienne un élément de I’échantillon initial.

La prédiction qu’on aurait envie de faire est d’associer & tout point tombant dans une cellule
I’étiquette du point de ’échantillon initial. Cependant, cette classification est trés fortement
dépendante des données : il suffit de rajouter dans 1’échantillon initial deux étiquettes opposées
a celle déja présente dans une cellule pour que la classification de la cellule entiére change.
On cherche donc a avoir des partitions qui contiennent plus qu’un élément. Pour cela, on va
construire, & partir de I'arbre final, une suite décroissante d’arbres et on choisira parmi ceux-ci,
celui qui minimise un critére combinant précision de la prédiction et complexité de ’arbre.

Le critére permettant de sélectionner la meilleure coupure provient d’une fonction d’impureté
qui doit vérifier les propriétés suivantes.

Fonction d’impureté Une fonction d’impureté est une fonction ¢ définie sur ’ensemble

J
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vérifiant
— ¢ admet un unique maximum en (1/7,...,1/5)
— ¢ admet j minima en chaque e; (ou e; a toutes ses coordonnées nulles sauf la i-éme)
— ¢ est une fonction symétrique de p1, ..., pn

A partir d’une fonction vérifiant ces propriétés, on peut définir 'impureté de chaque noeud

Impureté d’un noeud On appelle i(¢) 'impureté du noeud ¢ définie par la relation

i(t) = o(p(1]t), p(2t), ..., p(j[t))

ou p(kl|t) est la probabilité d’avoir I'étiquette k sachant qu’on se trouve dans la cellule corres-
pondant au noeud t.
On peut également définir 'impureté du noeud ¢ dans I’arbre total.

Impureté d’un noeud dans ’arbre L’impureté d’un noeud ¢ dans ’arbre total est notée
I(t) et est définie par

ou p(t) est la probabilité qu'une donnée tombe dans la cellule ¢.

Diminution d’impureté entre un noeud et ses deux fils On peut enfin définir la quantité
qui nous intéresse, a savoir la différence d’impureté entre un noeud ¢ et ses deux fils t;, et g,
obtenus par la coupure s, par la relation :

Ai(s,t) = i(t) — pri(tr) — pri(tL)

ou pr, (resp. pr) est la probabilité qu'une donnée appartienne a la cellule ¢t (resp. tr) sachant
qu’elle se trouvait dans la cellule ¢.



Impureté d’un arbre Notons T l'ensemble des feuilles de 'arbre total 7. L’impureté de
I'arbre total T est alors définie par

I(T)=> It
teT

On peut montrer que maximiser la différence d’impuretés Ai(s,t) pour un noeud ¢ et une
coupure s est équivalent & maximiser la différence d’impureté suivante :

Al(s,t) = I(t) — I(t1) — I(tR)

Un critére assez naturel & considérer est 'erreur commise en donnant la mauvaise étiquette
a certains points. Considérons un noeud non terminal de ’arbre T'. Si la construction de ’arbre
s’arrétait & ce noeud, on affecterait & tous les points de la cellule correspondant & ce noeud
I’étiquette suivante

j* = argmaz;p(j|t)
Pour un point dont on sait qu’il tombe dans ce noeud, on commettrait une erreur de
r(t) =1—p(j"t)

Donc pour un point quelconque, la probabilité de se tromper au noeud ¢ est R(t) = p(t)r(t).
De la méme maniére que précédemment, on définit ’erreur de classification totale de ’arbre
T par

R(T) = R(1)

teT

On cherche & utiliser 'erreur de classification comme critére pour choisir les noeuds de 1’arbre.
Etant donné le paralléle entre r(¢) et i(t), on cherche donc & étudier un arbre dont le choix des
noeuds serait donné par la maximisation de

r(t) — prr(te) — prr(tr)
ou de maniére équivalent
R(t) — R(tL) — R(tr)

Dans ce qui suit, on se place dans le cas ou i(t) = r(t). La fonction d’impureté correspondant
au choix de r(t) = i(t) est

¢(p1,.-spj) =1 = max p;
et vérifie bien les propriétés de la définition correspondante.

Cependant, considérer I'erreur de classification comme critére de coupure n’est pas une bonne
idée car elle ne permet pas, dans de nombreux cas, de faire un choix.



Proposition Pour toute séparation du noeud ¢ en ty, et tg,
R(t) > R(tL) + R(tR)
avec égalité si 7*(t) = j*(tp) = j*(tRr).
Dans le cas ou il n’y a que deux modalités, la fonction d’impureté vaut, avec i(t) = r(t),

é(p1,p2) = 1 — max(p1,p2)
= min(p1, p2)
= min(py, 1 — p1)
Les auteurs de [Brell] ont eu I'intuition que les noeuds purs, c¢’est-a-dire les noeuds contenant des
étiquettes de méme valeurs n’étaient pas assez récompensés par le critére d’erreur de classification
(décroissance linéaire de la fonction d’impureté). Ils ont donc imposé a cette fonction d’étre plus

décroissante qu’une fonction linéaire en tout point, ¢’est-a-dire d’étre concave (strictement). On
cherche donc des fonctions d’impuretés ¢ appartenant a la classe F dont les éléments vérifient

L 6(0) = 6(1) = 0
2. ¢(p1) = (1 —p1),V0<p1 <1
3. ¢ doit étre C? et vérifier ¢”(p1) < 0,¥0 < p; <1

Cette classe de fonction permet d’avoir un critére de choix de noeuds utilisables, au moins
dans le cas ou il n’y a que deux modalités.

Proposition Pour deux modalités seulement, pour tout noeud ¢ et pour toute séparation s,
I(t)—I(ty) — I(tr) >0

avec égalité si et seulement si p(jltr) = p(jltr) = p(j|t) pour 7 = 1,2. Plusieurs fonctions
remplissent ces conditions et sont présentes dans la littérature. On se contente de donner celle
utilisée dans I'algorithme CART, le critére de Gini.

Critére de Gini Le critére de Gini correspond au formalisme précédent dans lequel on a pris

i(t) =Y p(jlt)p(ilt)
J#i
On peut remarquer que cet indice vérifie les propriétés précédentes puisque la fonction
é(p1, ..., p;) est une fonction quadratique en les p; avec des coefficients positifs et est donc concave.
On peut montrer qu’elle 'est strictement ce qui assure qu’elle appartient & F

1.2 Elagage de l’arbre

Aprés avoir construit un arbre T de taille maximale, on cherche & 1’élaguer, c’est-a-dire a
supprimer des sous-arbres de cet arbre afin de le rendre moins complexe tout en essayant de
conserver sa capacité prédictive. Pour cela, on cherche a minimiser la quantité suivante, sur tous
les sous arbres T de Darbre final T,

Ro(T) = R(T) + o|T|

ot T est le nombre de feuille de arbre et « est un parametre réel. Cette expression est composée
de deux termes : le premier est le risque d’erreur associé & ’arbre T', le deuxiéme est un terme
rendant compte de la complexité de I'arbre.



— Pour a = 0 on cherche comme précédemment & minimiser ’erreur de classification
— Plus « est grand, plus la pénalisation liée & la complexité de ’arbre est importante
— Pour a = +o00, ’arbre est vide.

On définit de la maniére suivante les solutions de la minimisation précédente.

Définition des arbres a-minimaux Le sous-arbre 7' le plus petit minimisant le risque R,
est défini par

- Ra(T(Oé)) = minT<Tmaz Ra(T)

- Si Ry(T) = Ro(T(e)) alors T'(a) < T

La proposition suivante assure que l'existence de tels éléments

Proposition Pour tout «, il existe un plus petit arbre minimal au sens de la définition précé-
dente.

On cherche ici & construire une suite d’arbre décroissante partant de 1’arbre final T4,
Tinaz < Th < Ty < ... < T}, de sorte qu’il ne reste plus qu’a choisir quel arbre dans cette suite
posséde le meilleur compromis complexité/prédiction.

Afin de construire cette suite, on procéde de la maniére suivante :

— On part de l'arbre final T},4;. On remonte progressivement, en supprimant deux feuilles
d’un méme noeud si celles-ci contiennent toutes les deux les mémes étiquettes. On obtient
un arbre possédant le méme risque d’erreur de classification que le précédent mais avec
moins de feuilles.

— On construit ensuite 'arbre Ty de la maniére suivante.

Pour tout noeud ¢, notons T} le sous arbre ayant pour racine ¢ et {t} arbre formé du noeud ¢.
On a,

Ro({t}) = R(t) + a
Ro(T}) = R(T}) + a|T}]

Tant que o < a, la branche T; a un meilleur rapport cotit-complexité que {¢}. Déterminons «..
Pour o < a,0n a :

R(Ty) + o|Ty| < R(t) +

Soit
R(t) — R(T;
R~ R(T)
T3 -1
Posons, pour tout ¢t € 17,
R@t) - R(TY) .. 5
gi(t) = —=———=sit¢ T
T -1
=+4o0site Tl

Le noeud #; qui minimise g1 (¢) est le premier noeud & étre supprimé quand « croit. Plus préci-
sément, posons

1 = argminier, gi(t)
as = g(t1)



Alors, lorsque o > g, la branche {t} devient préférable a la branche T;. On pose alors Th =
Th — Ty, qui est I'arbre T} privé de ¢; et de ses fils. On itére le procédé jusqu’a ce que Ty, = {t1}
ou {t1} est la racine de 'arbre initial.
Il reste alors & trouver un critére permettant de sélectionner le meilleur arbre de cette suite,
dans un sens a déterminer. Pour cela, on sépare ’échantillon initial en deux :
— le premier échantillon permet de construire 'arbre 1,4, puis de 'élaguer et d’obtenir la
suite 171, ..., T}.
— le deuxiéme échantillon nous permet d’évaluer erreur de classification afin de choisir le
meilleur des k arbres précédents.

Remarque : Précisons ici que l'erreur de classification R(t) peut étre écrite en différenciant
les cotts de mauvaise classification. De maniére générale, on considére une fonction C(i|j) qui
est le colit correspondant au fait de donner I'étiquette ¢ & un point de classe j. On peut alors
définir de la méme maniére, erreur de classification R(t).

1.3 Consistance des arbres

Soit (X1,Y1),...,(Xn,Yn) un n-échantillon ii.d. de loi (X,Y’). Pour tout noeud ¢, notons
pn(t) la probabilité empirique qu'une donnée tombe dans {t} (on confond ici noeud et cellule de
la partition associée). Soit Ty une certaine partition. On pose

v(z) = {t € Ty, z € t}

et 6(t) le diametre de la cellule {¢}. On pose également Dy(z) = 0(7n(z)) le diametre de la
cellule contenant x.

Soit dy(z) un classifieur. On appelle classifieur de Bayes et on le note dy(z), le classifieur
minimisant I’erreur de classification pour x

Y Cld(x)|7)P(jlx)
i

parmi 'ensemble des classifieurs.
Un classifieur naturel dy(x) est donc construit en minimisant ’erreur de classification empi-
rique pour x

> Cd(x)]5)Px(jlz)
J

On peut montrer que cela revient & minimiser I’expression suivante :
Y. Cd@)|Y)
n, Xn€Tn ()

ce qui est exactement la maniére dont on étiquetait les cellules aprés avoir construit 'arbre. Le
classifieur associé & un arbre de décision binaire est consistant sous certaines hypothéses.

Théoréme : Consistance des arbres binaires Soit kxy > 0 tel que

log N
PN (t) = ky=o—.

Supposons de plus que

1. imy ky = +00

2. limy Dy (X) = 0 en probabilité
Alors dy(z) est un classifieur consistant, ¢’est-a-dire que l’erreur moyenne due & ce classifieur
tend vers la meilleure erreur moyenne envisageable (en probabilité).



2 Foréts aléatoires

2.1 Cadre général et différents exemples

Les foréts aléatoires ont été inventées par Breiman en 2001 (|Bre01]). Elles sont en général plus
efficaces que les simples arbres de décision mais posséde 'inconvénient d’étre plus difficilement
interprétables.

Foréts aléatoires

Une foréts aléatoire est un ensemble d’arbres de décision binaire dans lequel a été introduit
de I’aléatoire. Autrement dit, soit 61, ...0s des variablesi.i.d. , une forét aléatoire est un ensemble
de classifieurs {d;(x,0;),i = 1..M} ou les classifieurs d; sont construits sur le méme modeéle que
les arbres binaires.

Le nouveau classifieur correspondant a la forét aléatoire est calculé en prenant la majorité

des votes de chacun des classifieurs d;,7 = 1..n.

De nombreux modéle de foréts aléatoires ont été créés qui correspondent & autant de maniére

d’incorporer de ’aléatoire dans les arbres. A titre d’exemple, on peut citer :

— le Tree Bagging (|Bre96|) introduit de ’aléatoire dans I’échantillon initial sélectionnant
certains points plutdt que d’autres et laisse grandir I’arbre jusqu’a ce que chaque noeud
comporte un unique élément

— le random subspace (Ho, 1998) consiste a sélectionner & chaque noeud K variables de
maniére aléatoire et, parmi celles-ci, a choisir celle qui minimise un certain critére.

— la Random Forest (|Bre01]) qui consiste pour a mélanger le CART, le bagging et le random
subspace : pour chaque arbre, on tire un échantillon a partir de ’échantillon initial ; & chaque
noeud, on choisit aléatoire K variables et on prend, parmi celles-ci, celle qui minimise le
critére de I'algorithme CART. On laisse grandir 'arbre jusqu’a ce qu’il n’y ait plus qu'un
seul élément dans chaque noeud.

— le Random Select Split (|[Die00]) qui sélectionne les K meilleures séparation et qui en choisit
une parmi celles-ci de maniére aléatoire. La position de la coupure est également calculée
de maniére aléatoire.

2.2 Convergence des foréts aléatoires

On s’intéresse ici a la forét aléatoire définie par Breiman en 2001. Ce qui suit est directement
tiré de (|[GB08]).
On rappelle brievement le formalisme ci-dessus. On considére un n échantillon

Dp, ={(X1,Y1),....( Xy, Y)}

i.i.d. a valeurs dans [0, 1]¢ x {0, 1}. Le but est d’estimer la fonction de régression r(z) = E(Y|X =
x). On dira qu’une estimateur de la fonction de régression est consistant si

h}}lE(rn(X) —r(X))?=0

On dispose d’'un ensemble d’estimateur des fonctions de régression {r,(x,0;,Dy),i =1...M }. On
associe ces différents estimateurs de la facon suivante :

(X, Dp) = Eo(rn(X,0,Dy))
On détermine ensuite I'étiquette de X selon la régle suivante :

dn(z) = 15, (x)>1/2



On se donne une suite de probabilité p,; telle que Vn € N,

d
Z Pnj = 1
j=1

Afin d’approcher la forét aléatoire de Breiman, on considére le modéle suivant : & chaque étape,
on tire au hasard une des d coordonnées (la j-éme coordonnée est tirée avec probabilité p,;). On
effectue la coupure selon la coordonnée j au milieu du segment concerné. Cette procédure est
répétée [logy ky, | fois o ky, est un parameétre fixé au préalable.

On a

Tn ng = n
(£.9) Yo Ixyen, (x.,0)

en(X,0)

ou A,(X,0) est la cellule contenant X et ou

En(Xa 9) = [Z ﬂXieA"(X,H) # 0

=1

correspond a l’événement ou la cellule A, (X,0) est non vide. On obtient ainsi I’expression de
7n(X).
Le nombre de points dans une cellule est donné par

Np(X,0) = Z Lx,ca.(x.0)
=1

Théoréme : consistance de ’estimateur de la fonction de régression Supposons que
la distribution de X est a support dans [0,1]. Alors Uestimateur des foréts aléatoires 7, est
consistant des que

1. limy, pnjlog k, = 400 pour tout j = 1..d
2. lim, k,/n =0

Preuve Pour cela, il suffit de montrer que
1. lim, diam(A,(X,0)) =p 0
2. lim, N,(X,0) =p 00
Montrons d’abord que Ny, (X,60) — +o0. Soit M > 0,

P(N,(X,0) < M) = E[P(N,(X,6) < M|C, )]

N,
=E > l
n+1
1=1..2Meg2 knl N; <M
M2M0g2 knl
< -
- n+1
< 2Mk, S0
n—+1

D’autre part, montrons que diam(A,(X,6)) —p 0. Posons V,,j(X,6) la taille de la j-iéme
dimension du rectangle contenant X. Posons, par définition,

Vi (X, 0) = 27 Kn(X0)



ot K,,; représente le nombre de fois oti la j-iéme coordonnées a été découpé pour obtenir la cellule
A,. Donc, conditionnellement a X, K,;(X, #) suit une loi binomiale B([log, ky |, prj). D’oll

E(V,;(X,0)) = E(2~Kni(X0))
=E E(Q—Knj(X,Q)|X)]

—(1— %)“0& kn]

2.3 Autres propriétés intéressantes des foréts aléatoires

1l a également été montré que la vitesse de convergence des foréts aléatoires était plus élevée
que celle des estimateurs ordinaires. Voici un théoréme, dont on pourra trouver la démonstration
dans ([Bial0]).

On se place dans le cadre du modéle précédent. On suppose que seules certaines variables
sont pertinentes pour la classification, c’est-a-dire que ’étiquette d’'une donnée ne dépend que
des variables fortes de I’ensemble S. On note Card(S) = S. La fonction de régression peut se
mettre sous la forme

r(X) =E[Y|Xs]
ce qui nous invite & considérer la fonction r* telle que
r(z) =r*(zs)
oul rg = p|g(x). Bien entendu I’ensemble S n’est pas connu a priori. Si tel était le cas, on poserait
pnj =1/SsijeS
Pnj = 0 sinon

afin qu’a chaque noeud, on ne sélectionne les variables que parmi les variables pertinentes (i.e.
appartenant a S). Cependant, cette hypothése est trop forte et il est préférable de choisir une
hypothése du type

1 ..
Pnj = E(l +&nj)sij €S

Pnj = &nj sinon

Théoréme : vitesse de convergence des foréts aléatoires Supposons que X soit unifor-
mément distribué selon [0, 1]%, rx = 7|g soit L-Lipschitz sur [0, 1]° et que

1+&5 .
Pnj = an] pour j € S.
Posons 7y, = minjecs &,;. Alors, il existe I, et C telles que,
k 2512
_ 2
E[F(X) = r(X)]" <To— + —smam

n k' Slog2

n

Ce résultat nous permet d’affirmer que les foréts aléatoires convergent plus vite que les arbres
0.75(1+vn)
Slog2

binaires classiques. En effet, leur vitesse de convergence est de kn qu’il faut comparer
a celle des estimateurs classiques de partitionnement k,, 24 Des que S < 0.5d, cette derniére
vitesse est plus faible que celle des foréts aléatoires. Comme, en pratique, beaucoup de variables
sont non pertinentes, I'hypothése S < 0.5d parait tout a fait réaliste. Les foréts aléatoires sont

donc une bonne alternative aux méthodes classiques.
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